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Para resolver la situacién planteada en este trabajo, se
extrajo una serie de caracteristicas del contenido tex-
tual de los tuits publicados por los usuarios, que se uti-
lizaron para construir modelos basados en aprendiza-
je automaético, los cuales predicen si un usuario tiene
estudios universitarios o no. Ambos se probaron con
un conjunto de datos extraido de forma directa del sitio,
compuesto por mas de un millén de tuits en espaiol, co-
rrespondientes a 195 usuarios ubicados en México. Con
él, se hicieron experimentos siguiendo una validacién
cruzada de 10 partes. La evaluacion se realizé utilizan-
do las métricas macro F1 y el area bajo la curva ROC
(AUCQ). Los resultados indican que la tarea es compleja,
siendo las mejores caracteristicas las abreviaturas, que
alcanzaron valores arriba de 60 % para ambas métricas,
mientras que los modelos de maquinas de vectores de
soporte y arboles de decision presentaron un desem-
pefo similar.
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To solve the task raised in this work, a series of char-
acteristics were extracted from the textual content
of the tweets published by users, which were used to
build models based on machine learning, which pre-
dict whether a user has a university degree or not. Both
were tested with a data set extracted directly from the
site, composed of more than one million tweets in Span-
ish, corresponding to 195 users located in Mexico. With it,
experiments were made following a 10-fold cross-val-
idation. The evaluation was performed using the F1
macro metrics and the area under the ROC (AUC) curve.
The results indicate that the task is complex, the best
characteristics being the abbreviations, which reached
values above 60% for both metrics, while the support
vector and decision tree machine models showed simi-
lar performance.
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Introduccion

El andlisis de las redes sociales visualiza al entorno
social como un conjunto de patrones y conexiones
entre unidades de interaccién (usuarios) a partir de
los cuales es posible estudiar relaciones econémi-
cas, politicas y afectivas existentes entre los usua-
rios (Wasserman & Faust, 1994). En este contexto,
surge la tarea denominada perfilado de autor (Au-
thor Profiling), la cual se refiere al analisis del con-
tenido generado o compartido en estos medios
(p. €. Facebook y Twitter, entre otros) para predecir
diferentes atributos de quien los realiza, como gé-
nero, edad, personalidad u orientacion politica.

El perfilado de autor tiene una amplia gama
de aplicaciones en areas como mercadotecnia,
politica, seguridad y educacién; por ejemplo, en
esta puede apoyar a las plataformas digitales para
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adecuar las estrategias de ensefianza para perfiles
de estudiantes especificos. Por otro lado, muchas
compafias y organizaciones lo utilizan para seg-
mentar a sus clientes/usuarios para determinar
qué contenido proveerles con fines de publicidad,
campanfas politicas, programas sociales o entrete-
nimiento, entre otros.

Uno de los enfoques mas populares para perfilar
los atributos de interés (edad, género, etc.) de una
persona consiste en entrenar modelos basados en
aprendizaje automatico (Machine Learning) utili-
zando el texto publicado por un grupo de perso-
nas de las cuales ya se tiene conocimiento de los
atributos de interés. Una vez entrenados los mode-
los, se pueden usar para predecir esas particulari-
dades en individuos no conocidos de forma previa.

Dentro de las redes sociales, Twitter es una de
las mas populares en diversos paises; cuenta con,
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al menos, 330 millones de usuarios activos,' de los
cuales se conectan diario cerca de 126 millones.?
En México, es la tercera mas popular con cerca de
5 millones de usuarios (solo detrds de Facebook y
YouTube), quienes publican mensajes (llamados
tuits), con una longitud maxima de 280 caracte-
res para compartir lo que piensan, hacen o lo que
estd sucediendo a su alrededor y, aunque pueden
incluir contenido multimedia (imagenes, audio o
video), en su mayoria es texto debido a la facilidad
de su escritura y envio. De manera adicional, todos
los usuarios pueden interactuar entre si, respon-
diendo o volviendo a publicar los tuits de otros.

En este trabajo se presenta un estudio sobre la
prediccién automatica del nivel educativo en usua-
rios de Twitter en México a través del analisis del
texto de las publicaciones que han hecho en lared
social. Su hipdtesis central es que algunas de las
caracteristicas textuales extraidas de las publica-
ciones son adecuadas para identificar si un usuario
de Twitter en México tiene estudios superiores o
no, partiendo del supuesto de que un entorno uni-
versitario favorece el dominio de conocimientos y
usos lingtisticos especificos (Ramos, 2012).

Para conducir la investigacién presentada aqui,
se hizo una recopilaciéon de 1 101 241 textos en
espanol correspondientes a 195 personas, sin dis-
tincion de género, ubicados en México, quienes
fueron seleccionados haciendo un muestreo alea-
torio de usuarios activos utilizando la Application
Program Interface (API) nativa de Twitter y fueron
cuestionados de forma directa sobre su género y
nivel de estudios; los que respondieron, se colo-
caron en dos clases: nivel superior (positivo) y no
superior (negativo).

Después, de los tuits se extrajo una serie de ca-
racteristicas textuales que representan distintos
aspectos del contenido publicado: palabras, men-
ciones (@ o ats), etiquetas (# o hashtags), ligas (http
links), abreviaturas, los vectores de palabras GloVey
los promedios de uso de cada caracteristica.

1 https://bit.ly/3f4029K
2 https:/bit.ly/3eXA18W
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Utilizando los distintivos anteriores, se constru-
yeron modelos basados en aprendizaje automati-
co para la prediccién. En especifico, se entrenaron
y probaron modelos de maquinas de vectores de
soporte lineales (SVM, por sus siglas en inglés),
clasificadores Naive Bayes (MNB, por sus siglas
en inglés) y arboles de decisién (DT, por sus si-
glas en inglés). Se experimentd con ellos siguien-
do una validacion cruzada de 10 partes para tener
resultados mas consistentes. Su desempeino se
midié usando dos métricas populares en la clasi-
ficacidn de textos: macro F1 y el area bajo la curva
ROC (AUQ).

Las contribuciones de este trabajo son dos: la
primera es la presentacién de la tarea de la predic-
cién automatica del nivel educativo en usuarios de
Twitter a partir del andlisis del contenido textual
que publican; la segunda, el estudio del desem-
peio de diferentes caracteristicas textuales y mo-
delos de prediccion para el analisis.

Los resultados muestran que la labor es comple-
ja, con los mejores valores apenas arriba de 60 %
para ambas métricas utilizando abreviaturas y ma-
quinas de vectores de soporte o DT. Debido a esto,
se determina que es necesario continuar con la in-
vestigacion para encontrar otras caracteristicas o
modelos que mejoren el desempefio.

El resto del articulo estd organizado de la si-
guiente forma: primero se presenta una revision de
los trabajos relevantes en la literatura; enseguida,
se describe la metodologia, incluyendo la descrip-
cién del conjunto de datos utilizado y de la expe-
rimentacién; después, se muestran los resultados
obtenidosy, por ultimo, se resumen las conclusiones
y se establecen algunas ideas para trabajos futuros.

Revision de la literatura

En el estudio del problema de perfilado de autor
se han desarrollado varios trabajos a lo largo de
los afos. Entre los mas reconocidos se encuentran los
presentados en los eventos PAN labs (Plagiarism
Analysis, Authorship Identification and Near Duplica-

REVISTA INTERNACIONAL DE ESTADISTICA Y GEOGRAFIA



te Detection), que se han realizado como parte de
las conferencias CLEF desde el 2013 (Rangel et al.,
2013; Rangel et al., 2014, 2015, 2016, 2017 y 2018).
Las tareas de perfilado que se han propuesto en
estos eventos han tratado sobre la prediccién de
edad, género, idioma nativo y rasgos de personali-
dad. De entre ellos, las de la edad y el género han
sido las tareas mas populares. En estos eventos se
ha utilizado una serie de conjuntos de datos ex-
traidos de tuits en varios idiomas, siendo el inglés
el dominante. De manera adicional, hasta el 2018,
estos contenian de forma exclusiva texto; a partir
de ese ano, se ha incluido el uso de imagenes para
reforzar la tarea.

En los trabajos presentados en los eventos de
PAN@CLEF se han empleado muchos enfoques
para resolver la tarea de perfilado de autor. Lo an-
terior, incluye el uso de varias caracteristicas extrai-
das del texto, como diccionarios de frases; palabras
en general, de sentimiento, de opinidén o especi-
ficas asociadas con un grupo de edad o género;
lemas; categorias gramaticales; etiquetas HTML;
emoticonos; atributos de segundo orden; vectores
singulares o de palabras; entre otros. Ademas, se ex-
ploraron diferentes modelos de predicciéon basados
en aprendizaje automatico. Entre los mas popu-
lares se encuentran las maquinas de vectores de
soporte, la regresion logistica, los clasificadores
bayesianos y las redes neuronales profundas (Deep
Learning).

Para el analisis de informacién proveniente de
Twitter, existen varias tareas que se han estudiado;
por ejemplo, el andlisis de sentimientos, que con-
siste en determinar si un tuit, usuario o grupo tie-
ne una opinién positiva, negativa o neutra sobre
un tema o tépico o en un momento determinado
(Desai, 2018; Vashishtha & Susan, 2019). En la detec-
cién de temas de tendencia se intenta clasificar el
impacto de uno de discusidén actual, catalogandolo
como algo disruptivo, popular o rutinario (Indra et
al., 2019). Por otro lado, la prediccién de cambios
en el mercado de valores utilizando Twitter es un
campo de investigacién de interés actual. Algunos
estudios han concluido que el estado de animo pu-
blico recopilado de esta red social bien puede estar
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correlacionado con el indice Dow Jones (Pagolu et
al.,2016). Por ultimo, en la prediccion de resultados
politicos se desea predecir al ganador de una con-
tienda electoral con base en la popularidad de los
contendientes en Twitter (Wang & Gan, 2018).

Para todas estas tareas, se han estudiado varias
caracteristicas textuales, como palabras, n-gra-
mas, emoticonos, hashtags (Jiangiang et al., 2018),
BN-gramas (Indra et al., 2019), diccionarios de sen-
timientos (Desai, 2018), vectores GloVe, patrones
de difusién de sentimientos (Wang & Yu, 2018) y
estadisticas, por ejemplo, el nimero de menciones
a un individuo o su niumero de seguidores (Serban
etal., 2014). De igual forma, se han utilizado diver-
sos modelos basados en aprendizaje automatico
con enfoques supervisados y no supervisados.

En cuanto a la prediccién del nivel educativo de
usuarios, los trabajos en la literatura se orientan en
la deteccién del nivel de aprendizaje en entornos
educativos virtuales (en los cuales se tiene mas
control sobre las etapas del proceso de aprendi-
zaje y del vocabulario empleado en el mismo, con
menor cantidad de ruido que en una red social
abierta), enfocandose en topicos especificos y si-
guiendo ciertas taxonomias de clasificacién (Eche-
verria et al., 2013; Pincay & Ochoa, 2013). De forma
adicional, hay trabajos donde se estudia cémo los
estudiantes usan las redes sociales para integrarlas
en su proceso de aprendizaje (Tess, 2013).

Metodologia

La utilizada en este trabajo estd compuesta por tres
fases: la adquisicion de los datos, su procesamiento
y la experimentacioén. Esta ultima incluye, a su vez,
dos procesos: la construccion de los modelos para
la prediccién y la evaluacion de los mismos.

Adquisicion de datos
Para esto, primero se creé un script en Python que rea-

liz6 un muestreo aleatorio de mas de 500 usuarios
activos ubicados en México utilizando la APl na-
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tiva de Twitter. A esta muestra inicial se le pre-
gunté directamente a su cuenta por su género y su
nivel educativo, obteniendo respuesta de 260 de
ellos. Se les etiquetd en dos clases para nivel edu-
cativo: superior (positiva) y no superior (negativa).

Con otro script de Python se recopilaron los tuits
de los usuarios identificados previamente, que fue-
ron recuperados por fecha (del mas reciente al mas
antiguo), con un limite maximo de 10 mil por cada
uno. Con algunos usuarios hubo problemas en la
captura de la informacién y se eliminaron, quedando,
al final, 195. En total, se recopilaron 1 101 241 men-
sajes, para un promedio de 5 647.4 tuits por usuario;
todos estan en espanol, pero en varios se hacen
mezclas de palabras en otros idiomas, sobre todo
inglés.

En el cuadro 1 se observa la distribucién de los
usuarios en nuestro conjunto de datos por nivel
educativo y género; se puede ver que tanto la dis-
tribucién por género como por nivel educativo es
similar a la encontrada en Twitter en su totalidad.
En esta red se estima que 66 % son hombres?
mientras que 80 % tienen un nivel educativo
universitario® (college degree). Twitter (junto con
LinkedIn) es reconocida por ser popular entre las

3 https://www.omnicoreagency.com/twitter-statistics
4 https://www.pewinternet.org/fact-sheet/social-media/

personas con alto nivel educativo y de ingresos.’
Por lo tanto, se considera que nuestro conjunto
de datos es representativo de la demografia de
Twitter.

Procesamiento de los datos

De los tuits recopilados para extraer una serie de
caracteristicas relevantes, primero se limpiaron
para remover etiquetas HTML, dejando solo el texto
de cada uno; a continuacion, se concatenaron todos
los mensajes correspondientes a un mismo usua-
rio en una sola cadena larga de texto y se pasé
todo el contenido a minusculas; después, se utili-
zaron expresiones regulares para extraer del texto
seis caracteristicas superficiales: palabras, emojis/
emoticonos (emoticons), etiquetas (# o hashtags),
menciones (@ o ats), ligas (http links) y abreviaturas
comunes.

Las palabras se consideraron como una secuen-
cia de letras, mas los caracteres _y -; de estas, se
filtraron las vacias (stopwords), quedando una lista
de 778 que se reunieron de diferentes fuentes en
internet. En el caso de las abreviaturas, se recopilé
de forma manual una lista de las 130 mas utiliza-
das en Twitter. El cuadro 2 presenta una muestra de

5 https:/blog.hootsuite.com/twitter-demographics/

Distribucion de usuarios por género y nivel educativo

58 161(82.5 %)
12 34(17.5 %)
70(36 %) 195 (100 %)

Ejemplos de abreviaturas comunes encontradas en Twitter

Cuadro 1
Superior 103
No superior 22
Total 125 (64 %)
Cuadro 2
xd fb
rt Retweet omg
lo/ Laughing Out Loud alv
52

Facebook pq iPor qué?
0Oh my God wif What the fuck?
Alaverga tqm Te quiero mucho
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ellas con su significado; algunas provienen del inglés,
pero su uso se ha difundido a otros idiomas, incluido
el espaiol.

Analizando la frecuencia del uso de abreviaturasy
palabras para cada clase (superior y no superior), en
los cuadros 3 y 4 se muestran las 15 mas utilizadas.
Las listas estan ordenadas por frecuencia, primero
por columna y luego por fila. En negritas se marcan
las palabras o abreviaturas que son diferentes entre
clases. Como puede observarse, los usuarios de am-
bas presentan ciertas diferencias en su uso.

En el cuadro 5 se muestran los promedios y las
desviaciones estandar del numero de carac-
teristicas por tuit por clase. En promedio, un
mensaje tiene poco menos de seis caracteristicas,
siendo las palabras las mas abundantes y las abre-

viaturas, las menos. Los usuarios de la clase superior
escriben mensajes mas largos que contienen, en
su mayoria, mas palabras, etiquetas, menciones y
ligas, mientras que los de la no superior lo hacen
con mas emojis/emoticonos y abreviaturas.

Una vez extraidas las caracteristicas, se obtuvie-
ron seis archivos (uno por cada una) con 195 lineas
por archivo; cada linea representa las caracteristicas
de un usuario. Todos ellos se dividieronen 10 par-
tes para generar el mismo nimero de conjuntos
de entrenamiento y de prueba para poder aplicar
una validacién cruzada estratificada, mantenien-
do la proporcion de cada clase en cada parte. En
esta validacion, los conjuntos de entrenamiento se
encuentran formados por nueve partes (193 usua-
rios) y la seccién restante se usa como conjunto de
prueba (22 usuarios).

Listas de las 15 palabras mas comunes por clase

gracias bendiciones dios mafiana gente juego anos espero
vida the amo feliz quiero vida mafiana canal
gente afos saludos méxico mierda the alguien veo
quiero alguien mundo gracias cosa gusta
Listas de las 15 abreviaturas mas comunes por clase
xd by ptm alv bb xd lol md an wtf
pa omg dm tqm fb rt pa omg pls dm
rt lol « tkm gpi yt tl alv oc rip
Promedio del niimero de caracteristicas por tuit por clase
Nivel Palabras Emajis Etiquetas Menciones Ligas Abr. Todas
educativo
Superior 4.97 (4.49) 0.48 (1.63) 0.14(0.55) 0.17 (0.55) 0.35(0.51) 0.04(0.22) 6.15 (4.93)
No superior 4.68 (4.12) 0.55(1.97) 0.11(0.48) 0.09 (0.41) 0.24 (0.44) 0.06 (0.28) 5.73 (4.58)
Promedio 4.83 (4.31) 0.52(1.81) 0.13(0.52) 0.13(0.49) 0.30(0.48) 0.05 (0.25) 5.94(4.76)
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En el cuadro 6 se muestran ejemplos de tuits del
conjunto de datos con sus clases, antes de ser pro-
cesados y de las caracteristicas extraidas. Debido a la
poca presencia promedio de la mayoria de estas, no
hay mensajes que contengan todas al mismo tiempo.

Para las caracteristicas anteriores, de cada con-
junto de entrenamiento se extrajo un vocabulario,
formado por el grupo de particularidades Unicas
en ese conjunto. En el cuadro 7 se muestran los
promedios y las desviaciones estandar de los tama-
fos de cada vocabulario. Las ligas tienen el mas ex-
tenso, seguidas de las palabras, y las abreviaturas,
el menor; esto indica que hay una gran cantidad de
ligas y palabras unicas.

Usando el vocabulario correspondiente, se
realizdé un proceso de vectorizaciéon por usuario
utilizando el método term-document-inverse-docu-
ment-frequency (tf-idf’) , el cual esta definido como
tfidf (¢, d) = tf(¢, d) X idf(?). En esta ecuacion, #f(¢, d)
es la frecuencia de la caracteristica ¢ (palabra, emoji,
liga, etc.) en el documento d que, para nuestro caso
de estudio, corresponde a un usuario. La parte idf()
esta definida como idf(r)=log (+i74+) T 1, donde

Cuadro 6

df(d, ) representa el nUmero de usuarios que con-
tienen la caracteristica ¢, y n, es la cantidad total
de usuarios en el conjunto de entrenamiento. Para
cada caracteristica en el conjunto de entrenamien-
to se calcul6 el idf'y se guardé para ser utilizado en
la vectorizacion del conjunto de prueba.

Adicional a las caracteristicas individuales, tam-
bién se construyeron matrices con el conjunto
combinado de todas ellas. Al utilizar el método
tf-idf, cada usuario queda representado como un
vector, cuyo tamafo corresponde con el tamafo
de los vocabularios mostrados en el cuadro 7, de-
pendiendo de la caracteristica utilizada. El método
tf-idf es comun cuando se trabaja con texto para
medir la importancia de una caracteristica respec-
to a un documento (usuario) y a toda la coleccién
de documentos (usuarios).

De igual forma, se construyeron matrices usan-
do los promedios de uso de cada caracteristica por
tuit por usuario. De esta forma, un usuario queda
representado por un vector de siete promedios
(uno para cada una de las seis caracteristicas y uno
para el uso de todas combinadas).

Ejemplos de tuits con sus caracteristicas extraidas

Cuandoirana
traer Promare a
Latinoamérica

No sé, me ref
por 10 minutos
XD https://bit.
ly/3iFL4EU

Superior irdn traer
promare

latinoamérica

Superior rei minutos

#Bowsette al
estilo megaman
rollo 8bits

No superior estilo megaman

rollo bits

No superior Sopa misdgina
como
@DieBatsuDie
https://bit.

ly/3faA4Nx

sopa misdgina
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Cuadro 7

Tamaiios de los vocabularios por caracteristica

Palabras Emojis Etiquetas Menciones Ligas Abr. Todas
233607 1222 32122 31356 305730 108 594 469
(7261) (8) (1626) (1773) (12 607) (1) (20 643)

Por ultimo, se construyeron matrices usando
como caracteristicas los vectores de palabras GloVe,
cuyo modelo mide estadisticas de coocurrencia en-
tre palabras a partir de un conjunto de datos de en-
trenamiento. Para este trabajo, se utilizé6 un modelo
preentrenado® sobre el conjunto de datos Spanish
Billion Word Corpus (Cardellino, 2016), el cual contie-
ne un diccionario de mas de 800 mil palabras, cada
una representada por un vector de 300 particula-
ridades. Para las caracteristicas GloVe, se calculé el
vector promedio de todos los vectores de las pala-
bras encontradas en los tuits de cada usuario. De
esta forma, cada usuario queda representado por
un vector promedio de 300 caracteristicas densas.
Se aplicé el proceso de vectorizacion para los usua-
rios en cada conjunto de entrenamiento y prueba.

Una vez obtenidas las matrices de entrena-
miento y prueba, se aplicé una normalizacién
euclidiana (/2) sobre cada vector de usuario de
cada matriz para evitar problemas de escalamien-
to. La normalizacién euclidiana se define como

X

‘m

N TR i donde Xy representa el vec-
- 1T X, . .
tor X (un usuario) normalizado y |X|, es la norma

12 del vector.

Experimentacion

Después de la vectorizacidon, para cada una de las
caracteristicas utilizadas para representar a los
usuarios se tenian 10 matrices de entrenamiento
y 10 mas de prueba normalizadas, siguiendo la
validacion cruzada estratificada de 10 partes. Con
las primeras se construyeron y probaron modelos de
prediccién usando maquinas de SVM, MNB y DT.

6 Disponible en: https://github.com/dccuchile/spanish-word-embeddings
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Para optimizar el hiperpardmetro de regularizacion
C de los modelos SVM, en cada iteracion de la valida-
Cién cruzada se probaron los siguientes valores de
C: 0.1, 1.0, 10.0, 100.0, realizando una subvalidacion
cruzada de tres partes con cada conjunto de entrena-
miento con cada posible valor de C. Una vez ajustado
el pardmetro, se construyé el modelo final con el mejor
valor de C'y con todo el conjunto de entrenamiento.

Para medir el desempefio de los modelos, se
usaron dos métricas basadas en una matriz de con-
fusion, la cual esta formada por cuatro celdas (ver
cuadro 8) con nimero de verdaderos positivos (TP),
verdaderos negativos (TN), falsos positivos (FP) y fal-
sos negativos (F'N). Esta matriz relaciona las clases
reales de los usuarios (columnas) con las predichas
por el modelo (renglones). Se construye una ma-
triz por cada clase, donde un usuario puede (posi-
tivo) o no (falso) pertenecer a la clase.

Laprimeramétrica utilizadaesmacro F1,definida
como F1=2(Exeision Recally  donde Precision=p-mp
Y Recall = 7%= . F1 representan la media armo-
nica de precision y recall. En su versidbn macro, se
calcula de forma independiente para cada matriz
de confusidn de cada clase y después se promedia.
De esta forma, cada clase tiene el mismo peso en
el resultado de la métrica, independientemente del

numero de usuarios en cada una.

La curva Receiver Operating Characteristic (ROC)
es una de probabilidad que grafica la razén de ver-
daderos positivos contra la de falsos positivos en
varios umbrales. El area bajo la curva ROC (AUC)
evalta un grado de separabilidad, midiendo la pro-
babilidad de que un modelo clasifique mas alto a
un usuario en la clase superior que a uno de la no
superior, elegidos ambos de forma aleatoria.

55




Cuadro 8

Matriz de confusion
Valor real:
verdadera s FN
Valor real: Fp ™
falsa

La métrica macro F1 toma valores entre 0 y 1,
donde 0 representa una clasificacion totalmente
errénea y 1 una perfecta. AUC toma valores entre
0.5y 1, donde 0.5 significa un clasificador aleatorio
y 1 representa al perfecto.

Para efectos de comparacién, se consideran tres
modelos base: el primero es un MNB que usa pa-
labras con un pesado binario. Este primer mode-
lo crea un vector para cada usuario con 1 si una
palabra aparece en el texto del usuario y 0, si no
aparece. El segundo es totalitario, el cual asigna a
todos los usuarios en el conjunto de prueba a la
clase mayoritaria (superior). El tercero es aleatorio
uniforme, el cual destina un usuario a una clase con
probabilidad de 0.5. Para los modelos 2 y 3, se tie-
nen valores para las métricas de 0.45 para macro
F1y0.5 para AUC.

No se considera la métrica de accuracy (definida
con la ayuda del cuadro 8 como 7 B—), muy
popular en clasificacién, ya que puede no repre-
sentar de manera adecuada el desempeno de los
modelos para conjuntos con datos no balancea-
dos (como es el caso del presente trabajo). En es-
tas situaciones, por lo general, una (o mas) clase(s)
domina(n) el conjunto de datos. Esto propicia que
el modelo tienda a clasificar a todos los usuarios en
la clase dominante, obteniendo un buen resultado
en esta métrica. Sin embargo, tal resultado puede
ser enganoso, pues los usuarios en la clase minori-
taria son ignorados.

Todos los cédigos se implementaron en Python

utilizando las librerias NLTK, scikit-learn, Beautiful
Soup y emoji. Los cédigos y los datos utilizados
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para el procesamiento y la experimentacién estan
disponibles en un repositorio en GitHub.’

Resultados

En el cuadro 9 se presentan los resultados de los
experimentos con las caracteristicas extraidas y
los modelos de prediccién. En los renglones 3a 11
se indican las caracteristicas: palabras, emojis/emo-
ticonos, etiquetas, menciones, ligas, abreviaturas,
la combinacién de todas las anteriores, vectores
GloVe y el nimero promedio de caracteristicas en
un tuit por usuario (longitud). Las columnas 2 a
7 indican las métricas separadas por modelo: SVM,
MNB y DT. El renglén 12 (sombreado) muestra el
promedio de la métrica de todas las caracteristicas
por modelo. Las columnas 8 y 9 (sombreadas) pre-
sentan los promedios de las métricas de todos los
modelos por caracteristica. Los renglones 13, 14 y
15 ofrecen los resultados de los modelos base: MNB
con palabras y pesado binario (base 1), modelo to-
talitario (base 2) y modelo aleatorio uniforme (base
3). Se observa que el modelo base 1 tiene un des-
empefo similar a los otros modelos base. Los resul-
tados mostrados son el promedio y la desviacién
estandar de las 10 iteraciones en la validaciéon cru-
zada. En negritas se resaltan los valores mas altos
para cada métrica.

También, se observa que las caracteristicas de
etiquetas, menciones y ligas tienen un desempeino
similar alos modelos base, por lo que no tienen po-

der discriminatorio. Solo las etiquetas con el DT o

7 https://github.com/jcgcarranza/education_twitter
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el SVM presentan resultados arriba de los modelos
base. Considerando que los vocabularios de estas
caracteristicas son grandes (ver cuadro 7) y que su
presencia en los tuits de los usuarios es baja (ver
cuadro 5), se estima que ellas estan distribuidas so-
bre los usuarios y no sobre las clases; es decir, que
cada usuario introduce nuevas caracteristicas de
manera aislada. Por otro lado, las etiquetas pueden
tener mejor desemperfio porque se refieren a te-
mas (tendencias), los cuales estarian relacionados
con intereses de un determinado nivel educativo.

En el caso de las palabras, a pesar de tener una
mayor presencia en los tuits y un vocabulario mas
alto, tienen un desempefio inferior a los emojis,
cuya presencia y vocabulario son mas limitados.
Esto nos indica que hay una mayor superposiciéon
de las distribuciones de uso de palabras entre las

Cuadro 9

clases. Por otro lado, los emojis estan mas presen-
tes en los tuits que las etiquetas, menciones o ligas
(ver cuadro 5), por lo que su uso indica, en cierta
medida, que las expresiones emocionales picto-
gréficas, ademds de ser mds populares, cambian
entre los niveles educativos.

Mas interesante es el uso de las abreviaturas,
cuyo vocabulario es muy pequeno (en prome-
dio, 108, con desviacién estandar de 1) y tienen
la menor presencia en los tuits (con solo 0.05 en
promedio por mensaje, con desviacidén estandar
de 0.25), pero que presentan el mejor desempe-
fno de todas las caracteristicas. Esto nos indica
que las distribuciones del uso de abreviaturas
entre las clases presentan diferencias, donde los
usuarios de los dos niveles educativos las utili-
zan de forma distinta para comunicarse.

Resultados de la prediccion del nivel educativo utilizando las diferentes caracteristicas

Caract. Macro F1 AUC Macro F1 AUC Macro F1 AuC Macro F1 AUC
Palabras 0.52(0.15) 0.54(0.11) 0.45(0.01) 0.50(0.00) 0.55(0.13) 0.57(0.14) 0.51(0.11) 0.54(0.10)
Emojis 0.57(0.16) 0.57(0.15) 0.45(0.01) 0.50(0.00) 0.60 (0.09) 0.60 (0.09) 0.54(0.10) 0.56 (0.10)
Etiquetas 0.45(0.02) 0.49 (0.03) 0.45(0.01) 0.50(0.00) 0.53(0.11) 0.53(0.10) 0.48 (0.06) 0.51(0.06)
Menciones 0.45(0.01) 0.50(0.00) 0.45(0.01) 0.50(0.00) 0.48(0.08) 0.51(0.07) 0.46 (0.05) 0.50(0.04)
Ligas 0.45(0.01) 0.50 (0.00) 0.45(0.01) 0.50 (0.00) 0.45(0.01) 0.50 (0.00) 0.45(0.01) 0.50(0.00)
Abr. 0.62(0.18) | 0.65(0.17) | 0.45(0.01) 0.50(0.00) 0.60 (0.15) 0.62(0.15) 0.56 (0.13) 0.59(0.13)
Todas 0.56 (0.15) 0.56 (0.13) 0.45(0.01) 0.50(0.00) 0.59(0.11) 0.61(0.12) 0.53(0.11) 0.56 (0.10)
GloVe 0.60 (0.14) 0.61(0.13) - - 0.53(0.12) 0.53(0.12) 0.57(0.13) 1 0.57(0.12)
Longitudes 0.51(0.10) 0.54(0.07) 0.45(0.01) 0.50(0.00) 0.57(0.12) 0.58(0.12) 0.51(0.09) 0.54(0.08)
Promedio 0.53(0.12) 0.55(0.10) 0.45(0.01) 0.50(0.00) 0.54(0.11) | 0.56(0.11)

Base 1 0.45(0.01) 0.50(0.00)

Base 2 0.45 0.50

Base 3 0.45 0.50
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Parailustrar la diferencia en las distribuciones del
uso de las abreviaturas, en la grafica 1 se presenta
la frecuencia relativa (dividida entre la frecuencia
maxima) de cada una en cada clase. Algunas se uti-
lizan con frecuencia similar (p. €j. xd, que es la mas
comun en ambas clases, o + 1, también usada con
frecuencia), mientras que otras se usan de manera
distinta (p. €j. amix se utiliza mas en la clase supe-
rior y yt, en la no superior). Se realiz6 la prueba
X* de Pearson para homogeneidad sobre ambas
distribuciones, con la hipdtesis nula de que am-
bas soniguales. El resultado para X de la prueba fue
de 6 236.93. Comparando este valor con el cuadro de
referencia con una significancia de 95 % (p=0.05) y
129 grados de libertad (valor en tabla de 156.508),
se observa que es mayor, por lo que se rechaza la
hipotesis nula y podemos decir que ambas distri-
buciones son distintas.

De forma adicional, se aplicé un analisis de com-
ponentes principales (PCA) a las matrices de los
usuarios representados con caracteristicas de pala-
bras y abreviaturas. La grafica 2 muestra el resul-
tado de la proyeccion de los usuarios de cada cla-
se al espacio de los dos primeros PCA. Se observa
que los usuarios representados con palabras tie-
nen una mayor superposicién entre clases, lo cual

complica la clasificaciéon, mientras que cuando
se ha hecho con abreviaturas, se distingue una
mayor separacion. No obstante, a pesar de tener
una mayor separacién entre clases con las abre-
viaturas, los usuarios de la clase no superior estan
agrupados en areas diferentes, con lo que la clasi-
ficacion no es tan directa y, por ello, se observan
valores aun bajos para las métricas de clasifica-
cion en esta tarea.

Por otro lado, cuando se consideran todas las
caracteristicas anteriores en conjunto (lo que
seria equivalente a tomar todo el contenido del
tuit), el desempeno es un poco mejor al uso de
solo las palabras, pero no al de emplear solo los
emojis o las abreviaturas. Esto indica que agregar
el resto de las caracteristicas a las abreviaturas o
los emojis modifica la distribucién de los usuarios
en los espacios de las caracteristicas, creando una
mayor superposicién y limitando la discrimina-
cién entre las clases.

En el caso de los vectores de palabras GloVe, es-
tos presentan un buen desempefio con el modelo
SVM (casi similar a las abreviaturas), pero mas bajo
con el DT (inferior al uso de palabras). Esto signifi-
ca que los usuarios representados en el espacio de

Frecuencia de uso de las abreviaturas entre clases
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Grafica 2

Proyeccion de los usuarios con PCA utilizando palabras y abreviaturas
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caracteristicas de estos vectores pueden ser me-
jor separados utilizando el hiperplano del modelo
SVM, que con las reglas de decision del DT.

Por ultimo, cuando se utiliza el nUmero promedio
de caracteristicas por tuit, se alcanza un desem-
peno similar al del uso de las palabras. Esto indi-
ca que el tamano promedio de los mensajes que
escribe un usuario refleja de manera parcial una
diferencia entre las clases (ver cuadro 5), donde se
muestra que los usuarios de la clase superior tien-
den a escribir tuits un poco mas largos que los dela
otra clase. No obstante, las diferencias no son sufi-
cientes para una discriminacién completa.

Respecto a los modelos de prediccidn utilizados,
se observa en el cuadro 9 que el MNB tiene un com-
portamiento igual al de los modelos base, por lo
que las probabilidades condicionales de las carac-
teristicas son similares entre clases y el modelo no
puede discriminar entre ellas. Por otro lado, cuando
se promedian sus resultados sobre todas las carac-
teristicas, los modelos SVM y DT tienen un compor-
tamiento similar, con ambos presentando su mejor
desempefio con el uso de abreviaturas. El primero
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también tiene buen comportamiento con los vecto-
res de palabras GloVe, mientras que el segundo lo
tiene con los emojis. En general, el mejor desempe-
o se alcanza con el uso de SVM y abreviaturas. Esto
indica que los usuarios representados en el espacio
de las abreviaturas pueden separarse de una mejor
manera utilizando un hiperplano.

Conclusiones y trabajo futuro

En este trabajo se presenté un estudio sobre la
prediccion automdtica del nivel educativo en
usuarios de Twitter en México. Se extrajo una se-
rie de caracteristicas del contenido textual de los
tuits publicados por los usuarios y se utilizaron
para construir tres tipos de modelos basados en
aprendizaje automatico: SVM, MNB y DT. La pre-
diccion fue de tipo binaria, donde los modelos
determinaban si un usuario tenia estudios uni-
versitarios o no. Se probaron las caracteristicas y
los modelos con un conjunto de datos extraido
de forma directa del sitio, compuesto por mas de
un millén de tuits en espanol, correspondientes a
195 usuarios ubicados en México.
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De acuerdo con los experimentos para la predic-
cion automatica del nivel educativo de usuarios de
Twitter en México, se concluye lo siguiente:

*  Algunas caracteristicas individuales, como
las ligas, menciones y etiquetas, son de-
masiado especificas (haciendo referen-
cia a sitios en la red, usuarios o temas
particulares) y no aportan informacién su-
ficiente para distinguir entre las clases.

*  Otras, como las palabras, aportan un mejor
contexto de los usuarios sobre temas de
interés propios de la clase, lo cual ayuda
a una mejor discriminaciéon que las carac-
teristicas previas.

*  El uso de emogjis es mas popular que el de
ligas, etiquetas o menciones. Ademas, es-
tas expresiones emocionales pictograficas
cambian entre los niveles educativos y
pueden ayudar a separar entre clases con
el empleo de reglas de decision.

* Las abreviaturas presentan el mejor de-
sempefo para separar entre usuarios de
los dos niveles educativos. Esto indica
que los usuarios de distintas clases usan las
abreviaturas de formas diferentes.

*  Lacombinacién de todas las caracteristicas
introduce ruido, generando una mayor
superposicion entre las distribuciones de uso
deestasy en larepresentacién de los usuarios
en el espacio de caracteristicas.

*  Los vectores de palabras GloVe capturan el
contexto de cada palabra, lo que permite
representar a los usuarios en un espacio
donde pueden ser separados de forma
parcial con un hiperplano.

*  El nimero promedio de caracteristicas en
los tuits de un usuario es un indicador par-
cial de las clases, considerando que los de
la clase superior tienden a escribir men-
sajes mas largos.

Algunas ideas por explorar para trabajos fu-
turos incluyen el uso de otros modelos de clasi-
ficacion, como las redes neuronales, las cuales
pueden funcionar de manera adecuada con ca-
racteristicas densas, como los vectores de palabras
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GloVe. De igual forma, podemos considerar el
uso de otros tipos de vectores de palabras, como
FastText, que consideran de manera diferente el
contexto de estas. Por ultimo, se puede estudiar
el uso de métodos de reducciéon de dimensién,
como Latent Dirichlet Allocation, Latent Seman-
tic Indexing, Principal Component Analysis, Biased
Discriminant Analysis y Non Negative Matrix Facto-
rization, entre otros, que se encargan de calcular
asociaciones entre palabras para agruparlas en
tépicos o temas.
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